
Seminar:  
Mathematische Bild- und Datenverarbeitung

Betreuer: Leon Bungert, Martin Burger, Daniel Tenbrinck

Sprache: Deutsch 

Benötigtes Vorwissen: 
Grundlagen der linearen Algebra, Analysis und numerische Methoden

Zielgruppe: 
 → Studierende ab dem 5. (ev. 3.) Fachsemester der Studiengänge: 

B.Sc. Mathematik / Technomathematik / Wirtschaftsmathematik
→ Studierende der Studiengänge:

M.Sc. Mathematik / CAM / Wirtschaftsmathematik

Inhalt:
Die  Seminarteilnehmer  beschäftigen  sich  mit  aktuellen  Themen  der  Bild-  und
Datenverarbeitung.  Neben  der  mathematischen  Modellierung  der  vorliegenden
Probleme werden numerische Methoden zur Approximation von Lösungen, sowie reale
Anwendungsszenarien  diskutiert.  Die  Studierenden  sollen  sich  hierbei  sowohl  den
theoretischen  Hintergrund  als  auch  die  praktische  Lösung  der  vorgestellten
Problemstellungen erarbeiten. Beispiele für Themen sind die folgenden Gebiete:

1. Stereo Vision für Virtual Reality Anwendungen

Stereo  Vision  ist  ein  mathematisches  Problem  der  Computer  Vision  bei  dem  man
versucht  3D  Informationen  von  Objekten  mit  Hilfe  von  zwei  unterschiedlichen  2D
Kamerabildern zu gewinnen. Hierbei kann die auftretende Parallaxe genutzt werden, um
Punkt-zu-Punkt Korrespondenzen zwischen den Bildern herzustellen und mit Hilfe der
sogenannten  Epipolargeometrie die Tiefe des Objekts im Raum zu bestimmen. Diese
Technik  wird  zum  Beispiel  für  Sensoren  von  autonomen  Fahrzeugen  sowie  in  der
Robotik genutzt. 
Wir  wollen  uns  mit  dem  aktuellen  Stand  der  Technik  von  Stereo  Vision  für
Anwendungen in der virtuellen Realität (VR) beschäftigen. Hierbei sollen echte Stereo-
Kameradaten einer HTC Vive Pro VR-Brille genutzt werden, um die genaue Geometrie
der lokalen Umgebung zu erfassen und für virtuelle Anwendungen nutzbar zu machen.



2. Entrauschung und Registrierung von astronomischen Bildern

Die Beobachtung und Vermessung von weit entfernten interstellaren Objekten, wie zum
Beispiel  Galaxien  und  Nebeln,  ist  eine  herausfordernde  Aufgabe,  die  ohne
mathematische  Methoden  nicht  funktioniert.  Der  Kontrast  zwischen  dem  mit  einem
Teleskop zu beobachtenden Objekt und dem Hintergrund ist so schwach, dass man für
ein  aussagekräftiges  astronomisches  Bild  bis  zu  mehreren  Stunden  lang  Daten
aufnehmen muss.  Durch die  Erdrotation und Lichtverschmutzung in  der  Atmosphäre
können  diese  Daten  jedoch  nicht  direkt  ausgewertet  werden.  Es  muss  eine
Entrauschung der Bilder, sowie eine Korrektur der intrinsischen Bewegung in den Daten
durchgeführt werden, bevor eine sinnvolle Vereinigung der Daten möglich ist.
In  diesem Seminar  bieten  wir  an,  eigene  astronomische  Daten mit  einem Teleskop
aufzunehmen (sternklarer  Himmel  vorausgesetzt!)  und  diese  Daten  zu  verwertbaren
Bildern  zu  rekonstruieren.  Die  hierfür  benötigten  mathematischen  Modelle  und
Methoden werden eingeführt und implementiert.

3. Nonlinear Spectral Decomposition

Während man Audio-Signale  in  natürlicher  Weise  über  Fourierreihen  in  Frequenzen
zerlegen  kann  und  daraus  auch
charakteristische  Muster,  etwa  in
Musikstücken,  erkennen  kann,  ist
dies bei Bildern deutlich schwieriger.
Der  Grund  ist,  dass  einfache
Spektralzerlegungen wie Fourierreihen nicht die wichtigen Kanten repräsentieren bzw. in
einzelne Komponenten zerlegen können. Deshalb wurden nichtlineare Spektralansätze
entwickelt, die mit Variationsmethoden oder partiellen Differentialgleichungen berechnet
werden  können.  Die  Idee  ist  dabei  Methoden  zu  verwenden,  die  bei  steigendem
Regularisierungsparameter  immer  größere  Strukturen  entfernen,  die  Änderungen
zwischen  den  Ergebnissen  bei  Änderungen  des  Parameters  können  dann  für  die
Zerlegung genutzt werden. Eine Fragestellung für das Seminar ist es diese Methoden
aufzuarbeiten  und  auf  Gemälde  verschiedener  Künstler  anzuwenden,  um
herauszufinden,  ob  man  den  Künstlern  (bzw.  ihrem  Pinselstrich)  charakteristische
Spektralmuster zuordnen kann.
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4. Google Page Rank

Google,  Facebook  und  Twitter  sind  aus  unserem
Alltag  nicht  mehr  wegzudenken.  Scheinbar  mühelos
schaffen  sie  es,  uns  stets  das  zu  zeigen,  was  uns
interessiert. Dahinter steckt keine Magie sondern der
bestechend  einfache  und  doch  geniale  PageRank
Algorithmus,  benannt  nach  seinem  Erfinder  Larry
Page.  Er  modelliert  Websites  als  Knoten  eines
Graphen  dar.  Verweist  eine  Seite  auf  eine  andere,
werden die entsprechenden Knoten durch eine Kante

verbunden.  Somit  entsteht  ein  gerichteter  Graph,  der  das  Surfverhalten  eines
durchschnittlichen Internetnutzers beschreibt. Der PageRank weist nun jeder Website
einen Wert zu, welcher angibt, wie häufig der Nutzer die entsprechende Seite besucht –
je häufiger, desto relevanter ist die Seite.
Mathematisch gesprochen ist der PageRank die Lösung eines Eigenwertproblems der
sogenannten Adjazenzmatrix des Graphen, wie man es aus der Linearen Algebra kennt.
Führt man zudem eine positive Wahrscheinlichkeit dafür ein, dass der Internetsurfer die
Seiten manchmal zufällig wechselt, erhält man eine Gleichung für den Graph-Laplace
Operator. 
In diesem Seminar wollen wir die Modellierung der Internets als Graph verstehen und
verschiedene Rankingtechniken vergleichen.  Hierbei  kann der  Fokus sowohl  auf  der
Implementierung als auch auf theoretischen Aspekten liegen. 

Literatur:
 A.Yuan, J.Calder, B.Osting, A continuum limit for the PageRank algorithm, arXiV 

2001.08973, 2020.
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5. Clustering

Clustering,  d.h.  die  Einteilung  von  Daten  in
verschiedene  Klassen,  ist  eines  der  häufigsten
Probleme  in  der  Datenanalyse.  Während  viele
Standardalgorithmen, etwa K-means, von einer fixen
Anzahl K der Klassen ausgehen, ist es oft interessant
die Anzahl der Klassen adaptiv zu bestimmen und nur
festzulegen ab welcher Distanz man Daten auf jeden
Fall  als  unterschiedlich  betrachtet.  Ein  möglicher
Ansatz ist es die Daten als Teilchen zu betrachten, die
bei  niedrigerer Distanz miteinander interagieren und
so automatische eine Anzahl von Clustern bilden. Die
Untersuchung solcher Modelle ist sowohl theoretisch
als  auch  numerisch,  etwa  mit  Daten  aus  sozialen
Netzwerken, von Interesse.

Literatur:
 M.Herty, G.Pareschi, G.Visconti, Mean-field

models for large data clustering problems,
arXiV 1907.03585v, 2019.
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